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基于 VMD 能量熵和 BP 神经网络风电叶片缺陷研究
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摘　要: 针对叶片在服役过程中缺陷特征提取困难，提出一种基于变分模态能量熵结合 BP神经网络的叶片缺陷诊
断方法。首先对声发射信号进行变分模态分解，通过方差贡献率筛选不同缺陷的主要模态分量，之后求取不同缺陷
主要模态分量的能量熵构造不同缺陷的特征向量。为验证特征向量选取的准确性，将不同缺陷能量熵向量输入
BP神经网络进行缺陷模式识别。结果表明：缺陷识别正确率高达 90%，表明变分模态能量熵结合 BP神经网络的叶
片缺陷诊断方法能够实现叶片早期缺陷识别，具有一定的应用价值。
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Research on the fault of the wind turbine based on variational mode energy
entropy and BP neural network
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Abstract:  Given  the  difficulty  to  extract  the  defect  features  of  blades  during  service,  a  diagnosis  method  of
blade  defects  based  on  variational  mode  decomposition  (VMD)  energy  entropy  and  BP  neural  network  is
proposed in this paper. Firstly, the acoustic emission signal originated from blade was decomposed by VMD,
and the intrinsic mode functions (IMF) containing main feature information were selected through the variance
contribution rate. Then, the energy entropy of IMF of different defects is obtained to construct the eigenvector
of  different  defects.  Finally,  in  order  to  verify  the  accuracy  of  the  eigenvector  selected,  the  energy  entropy
vector  of  different  defects  was  input  to  BP  neural  network  to  achieve  defect  mode  recognition.  The  results
show that the accuracy of defect recognition is higher than 90%, and the diagnosis method of blade defect with
a combination of VMD energy entropy and BP neural network can realize the blade defect recognition in early
stage, with certain application value.
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0    引　言
对于风电机组，叶片是获取风能的关键部件。

受制造条件的约束，叶片常常出现基体开裂、分层、

纤维断裂、边缘破损等缺陷[1]，在严苛的外界环境和

复杂的应力状态下，具有该类缺陷的叶片更容易发

生破损。因此，叶片缺陷的早期发现对确保叶片长 
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期可靠运行具有重要意义[2]。然而，叶片尺寸较大，

外形不规则，结构复杂，常规的无损检测方法难以

实现叶片大面积的有效检测，更无法对在役叶片的

关键部位进行实时检测。

声发射技术是一种新型的无损检测技术，近年

来被广泛应用于叶片健康状态检测[3]。原则上，提

取疲劳不同阶段的声发射信号可以实现不同缺陷的

类型识别，但不同的损伤模式常常发生特征重叠，

造成特征识别困难[4]。所以，有效建立叶片服役过

程中产生的声发射信号的模式特征对叶片缺陷的早

期识别和故障排除具有重要意义。

相关的研究如文献[5]中指出叶片产生的高幅

值和高能量计数可用于叶片损伤预测，文献[6]提出

了一种基于声发射参数计数的 SNS神经网络方法

用于叶片静载损伤监测，文献[7]提出了采用声发射

参数作为 BP神经网络输入参量进行缺陷识别的方

法，文献[8]借助频谱分析研究叶片预制裂纹的扩展

特性，文献[9]采用小波优化重分配尺度谱较好地对

裂纹萌生和裂纹扩展的声发射信号进行了有效分

离，文献[10]建立一种基于裂纹扩展的声发射信号

分形维数损伤评价方法并将其在役叶片上进行了损

伤评价。

变分模态分解（variational mode decomposition,
VMD）是近年发展起来的一种新型的用于非线性、

非平稳信号的自适应分解方法[11]。相比小波分析，

VMD克服了小波分析中小波基选取的困难和海森

堡不确定原理的约束，可实现多分辨尺度和时-频域

分析；相比 EMD分解，VMD避免了 EMD分解带

来的模态混叠和端点效应[12]，非常适用于声发射信

号分析。

基于此，本文提出 VMD和能量熵相结合的声

发射特征提取方法。首先通过对声发射信号进行

VMD分解，利用方差贡献率进行主要模态分量的

筛选，构造特征向量，之后求取特征向量的能量熵，

构造 VMD能量熵向量。最后，为确定特征向量选

取的有效性，采用 BP神经网络进行损伤类型的模

式识别。

1    基本理论

1.1    变分模态分解

变分模态分解可以将多组分信号 f(t)在变分框

架内自适应分解成一系列本征模态函数 IMF，IMF
定义[13]如下:

uk(t) = Ak(t)cos(ϕk(t)) (1)

Ak(t) uk(t)式中： —— 的瞬时振幅，m；

ωk(t) uk(t) ωk(t) =
dϕk(t)

dt
—— 的瞬时频率，Hz,  。

在 VMD分解中，多组分信号 f(t)被约束在变

分框架内，分解过程通过迭代可实现本征模态函数

IMF中心频率和带宽的不断更新，自适应得到约束

变分模型的最优解。

uk(t)假设各个本征模态函数 为具有中心频率的

有限带宽，此变分问题可转换为寻求 k个本征模态函

数 IMF的约束变分问题，约束变分模型[14]描述如下：

min
{uk},{ωk}

{∑
k

∥∥∥∥∥∂t[(σ(t)+
j
πt

)uk(t)]e−jωkt
∥∥∥∥∥2

2

}
s.t.

∑
k

uk = f
(2)

{uk} = {u1, · · · ,uk}
{ωk} = {ω1, · · · ,ωk}

其中 表示分解的各个 IMF分量的集

合， 表示分解的各个 IMF分量的

中心频率的集合。

为求解上述约束变分问题的最优解，可通过引

入二次惩罚因子 α以及 Lagrange乘法算子 λ(t)来
构造增广 Lagrange函数，构造的 Lagrange函数表

达式[15]如下：

L({uk}, {ωk},λ) = α
∑∥∥∥∥∥∂t[(σ(t)+

j
πt

) ·uk(t)]e−jωkt
∥∥∥∥∥2

2
+∥∥∥∥∥∥ f (t)−∑

k
uk(t)

∥∥∥∥∥∥2

2
+⟨λ(t), f (t)−∑

k
uk(t)⟩

(3)

un+1
k ωn+1

k

λn+1
k

利用乘法算子交替方向法交替更新 、 、

求取上述增广 Lagrange函数的鞍点，可获得约

束变分模型频域和中心频率更新的表达式[16]为

ûn+1
k (ω) =

f̂ (ω)− ∑
i,k

ûi(ω)+ λ̂(ω)
2

1+2α(ω−ωk)2 (4)

ωn+1
k =

r ∞
0 ω|ûk(ω)|2dωr ∞
0 |ûk(ω)|2dω

(5)

原始信号 f(t)分解为 k个最优窄带 IMF分量的

具体算法[17]如下：

û1
k ω̂1

k λ̂11）初始化{ }、{ }、{ }和 n为 0。
ûk ω̂k2）根据式（4），式（5）更新 和 。

λ̂n+1(ω) = λ̂n(ω)+τ( f̂ (ω)−∑
k

ûn+1
k (ω))

λ̂n+1

3）根据 , 更

新 。 ∑
k

∥∥∥ûn+1
k − ûn

k

∥∥∥2
2 /

∥∥∥ûn
k

∥∥∥2
2 < ε4）若满足条件 ，则停止

迭代，(否则返回步骤 2））输出得到 k个窄带的模态分量。

1.2    VMD 能量熵

叶片服役过程中，内部缺陷在一定程度时产生
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声发射信号。将采集的声发射信号经 VMD分解为
有限数量固有模态函数 IMF。此时，缺陷特征信息
存在于若干 IMF分量中。但由于 IMF分量频域范
围较窄，容易出现频域交叠造成特征提取困难。为
较好实现信号的识别，可通过计算能量分布进行表
征，因此，可将信息熵引入 VMD，定义 VMD能量熵。

用 VMD对不同缺陷的声发射信号 f(t)进行分
解，得到 k个固有模态函数： IMF1(t)， IMF2(t)， ···，
IMFk(t)。计 k个 IMF 分量的能量分别为 E1，E2，···，
Ek。由于 VMD分解的结果具有正交性，则有：

E =
k∑

i=1

Ei (6)

m2式中：E—信号 f（t）的总能量， ；

m2

Ei—信号经过 VMD分解后第 i个 IMF分
量的能量， 。
k个 IMF分量分别包含原始信号不同的频率成

份，因此，各个 IMF分量的能量 E1，E2，···，Ek 形成
了声发射信号能量在频域空间的特征能量分布，其
相应的 VMD能量熵可定义如下：

HEN = −
k∑

i=1

pi lg pi (7)

pi = Ei/E其中 ,为第 i个本征 IMF分量的能量占总
能量的比值。

1.3    BP 神经网络

BP神经网络又称多层前馈神经网络，由一个
输入层、一个或者多个隐含层和一个输出层组成，
每个神经元只和前一个神经元单向连接。常见单
层 BP神经拓扑结构如图 1所示 。

BP神经网络识别过程可分为以下步骤：

1) 构建 BP神经网络

根据研究对象，确定 BP神经网络的输入层、隐

含层，输出层节点数目；分别初始化输入层和隐含

ωi j ω jk

a b
层，隐含层和输出层之间的连接权值 及 以及
隐含层阈值 ，输出层阈值 。确定 BP神经网络学
习速率和激励函数。

2) 训练 BP神经网络
①隐含层及输出层计算

X = (x1, x2, · · · , xn)
ωi j ω jk a b

选取输入样本 ，确定连接权值
和 及隐含层阈值 ,输出层阈值 。通过下列公

式计算隐含层和输出层预测输出[18]：

H隐含层预测输出 ：

H j = f

 n∑
i=1

ωi jxi−a j

 j = 1,2, · · · , l (8)

l其中 、f分别为隐含层节点数和隐含层传递函数。
O输出层预测输出 ：

Ok =

l∑
j=1

H jω jk −bk k = 1,2, · · · ,m (9)

m其中 为输出层节点数。

②更新阈值和权值

ωi j ω jk

a b

通过以下公式更新网络连接权值 ， 以及

阈值 ， [19]：

ωi j = ωi j+µH j(1−H j)x(i)
m∑

k=1
ωikek

i = 1,2, · · · ,n; j = 1,2, · · · , l
(10)

ω jk =ω jk+µH jek j = 1,2, · · · ,n;k = 1,2, · · · ,m (11)

a j = a j+µH j(1−H j)x(i)
m∑

k=1
ωikek

i = 1,2, · · · ,n; j = 1,2, · · · , l
(12)

bk = bk + ek k = 1,2, · · · ,m (13)

③判断迭代是否结束，否则返回步骤②。

3) BP神经网络预测

用训练好的 BP神经网络对测试数据所属类别

进行模式识别。

2    实验研究

实验所用叶片材料为玻璃纤维增强环氧树脂，

叶片前缘后缘处采用手糊增强，叶根铺层采用真空

吸注工艺成型。所用平台为本校自主研制新型液压

激振式双轴试验平台系统，该系统可以实现叶片疲

劳等实验以及运行过程中摆振和挥舞方向的单独载

荷施加，双轴动力耦合的载荷施加。

通过调节液压激振式双轴试验平台系统载荷杆

和叶片表面之间的间隙，可模拟小锤撞击叶片表面

实验，以产生叶片表面基体微开裂的声发射信号。

在叶片表面预制 200 mm×5 mm×2 mm的横向 V型

裂纹，通过合理调节液压激振式双轴试验平台系统

的位置和载荷使得叶片仅在挥舞方向产生疲劳振

x1, x2, ..., xn: BP 神经网络的输入值；ωij、ωjk: 输入层和隐含层之间
的连接权值，隐含层和输出层之间的连接权值；y1, y2, ..., ym: BP 

神经网络的预测值。

输入层

xn

x2

x1

ym

y2

y1

隐含层 输出层

ωjkωij

··
·

··
·

 

图 1    单层 BP 神经网络拓扑结构示意图
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动，此时横向裂纹扩展，以模拟产生裂纹扩展的声

发射信号。随后在叶片前缘处粘结位置用小刀预制

长度 50 mm的分层缺陷，适当调节液压激振式双轴

试验平台系统使得叶片仅在摆振方向振动，此时控

制横向裂纹不发生扩展，模拟分层缺陷活动产生的

声发射信号。采集完毕停止液压激振式双轴试验平

台系统，在前缘粘结处避开分层位置沿着横向方向

使用压力钳挤压叶片边缘产生塑性变形以模拟边缘

破损的声发射信号。上述 4组实验每组实验采集

60组声发射信号数据。

实验用声发射仪器为 SAEU2S声发射仪，声发

射传感器为 SR150A型单端谐振式传感器，中心频

率 150 kHz，频带范围 20~400 kHz。声发射系统基

本参数设置如表 1所示。

3    结果与分析

3.1    叶片缺陷声发射信号分析

模拟风电叶片不同缺陷活动声发射信号时域图
如图 2所示。

从图中可以看出，叶片的不同缺陷活动产生的

声发射信号的时域波形为突发型波。不同缺陷波形

基本类似，差别较小，无法在时域上实现缺陷的有

效识别，需要对信号进行相关处理。

3.2    VMD 能量熵向量构造

将不同叶片缺陷产生的声发射信号进行 VMD
分解。原则上，经过 VMD分解的各个 IMF分量

能够与原始声发射信号的实际组分实现良好对应。

然而受外界影响，叶片在实验过程产生的声发射信

号势必引入干扰成分。依据统计理论，VMD分解

的各个 IMF分量和原始声发射信号之间存在较大

的关联性，而干扰分量和原始信号之间的关联性则

相对较小。因此，为消除干扰成分对真实信号的影

响，通过对比经 VMD分解的 IMF分量与原始信号

的方差贡献率来确定其相关性，以对 IMF分量进行

有效筛选。

假设原始声发射信号主要含有 m个有效固有

模态，将经过 VMD分解产生的离散固有模态分别

记为 IMF1,IMF2,···,IMFk。定义 IMFi 分量和原始信

号 f(t)之间的方差贡献率如下：

表 1    声发射系统基本参数设置

采样率/kHz 采样长度 HDT/μs HLT/μs PDT/μs 阈值/dB 增益/dB

1 000 2 048 150 300 40 50 45

时间/(10−3 s)

幅
值

/m
V

(a) 基体开裂

0.04

0.03

0.02

0.01

0

−0.01

−0.02

−0.03
0 0.2 0.4 0.6 0.8 1.0 1.2 1.4 1.6 1.8 2.0

时间/(10−3 s)

幅
值

/m
V

(b) 裂纹扩展

5

4

3
2

1

0

−1
−2

−5

−3
−4

0 0.2 0.4 0.6 0.8 1.0 1.2 1.4 1.6 1.8 2.0

时间/(10−3 s)

幅
值

/m
V

(c) 分层

0.5

0.4

0.3
0.2

0.1

0

−0.1
−0.2

−0.4
−0.3

0 0.2 0.4 0.6 0.8 1.0 1.2 1.4 1.6 1.8 2.0

时间/(10−3 s)

幅
值

/m
V

(d) 边缘破损

0.15

0.10

0.05

0

−0.05

−0.10
0 0.2 0.4 0.6 0.8 1.0 1.2 1.4 1.6 1.8 2.0

 

图 2    模拟风电叶片不同缺陷活动声发射信号时域图
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si =
( fi−E)2

kσ2 (14)

E =
1
k

k∑
i=1

xi,σ
2 =

1
k−1

k∑
i=1

(xi−E)2式中： —叶片声

发射信号的均值和方差；

k—采样时间 t内采集的一个声发射波形序

列数。

叶片不同缺陷 IMF分量与原始信号方差贡献

率如图 3所示。

通过图中方差贡献率筛选得到原始信号经过

VMD分解之后的主要 IMF分量，由图可以看出基

体开裂、分层、裂纹扩展和边缘破损的主要 IMF分

量分别集中在（ IMF1， IMF2， IMF3， IMF4）、（ IMF2，

IMF3， IMF4， IMF5） 、 （ IMF3， IMF4， IMF5， IMF6） 、

（IMF2，IMF3，IMF4，IMF5）等频段。之后分别求得上

述不同缺陷主要 IMF的分量能量熵向量，将该能量

熵向量进行重新排序，记为 E0=[E01，E02，E03，E04]并归

一化处理。

3.3    VMD 能量熵结合 BP 神经网络模式识别

3.3.1    BP神经网络输入层设计

VMD能量熵作为输入层特征参数的数据如

表 2所述 (限于篇幅，以部分数据为例)。
3.3.2    BP神经网络输出层设计

BP神经网络进行声发射特征识别研究属于

BP网络在模式识别方面的应用。因此，设定输入

识别模式为 4类，输出层识别模式也为 4类。

3.3.3    BP神经网络隐含层设计

具有无限隐含层节点的双层神经网络可以实现

任意集合的非线性映射，但过多的隐含层数目又会

导致学习时间过长影响效率。目前隐含层数目的选

择没有明确计算公式。实验采用如下经验公式进行

隐含层节点数目的初步筛选[20]：

L <
√

(a+b)+ c (15)

L式中： ——隐含层节点数目；

a b、 ——输入层节点数目和输出层节点数目；

c 0 ∼ 10—— 之间的自然数。

采用试凑法确定最佳节点数目，研究结果发

现，当隐含层节点数目为 8时，BP神经网络预测结

果产生误差最小，神经网络结构也较为稳定。此

外， BP神经网络结构中隐含层个数的确定对预测

输出也有较大影响。理论证明：对于任何在其闭区

间内的连续函数都可以用单隐含层 BP网络逼近，

因此 3层 BP网络可以形成 n维到 m维的映射 [21]。

实验采用 BP神经网络结构为 3层网络。

3.3.4    BP神经网络传输函数的选择

隐含层和输出层传输函数的选择对 BP神经网

络预测结果有直接影响，由于输入数据和输出数据

的取值都在[0, 1]范围内，为减小误差，选取 s型函

数 logsig作为隐含层神经元传递函数，线性函数

purelin作为输出层神经元传递函数。

3.3.5    BP神经网络训练算法及参数选择

实验中若采用常见的梯度修正算法作为神经网

络权值和阈值的学习算法，学习过程相对较慢，易

出现网络不稳定及精度差等现象，在工程应用中效

率较低，实用性较差[22]。由于特征信号识别原则上

属于模式识别领域，因此，采用收敛速度较快的

表 2    VMD 能量熵作为输入层输入参数

叶片缺陷 测试次数
VMD能量熵

E01 熵值 E02 熵值 E03 熵值 E04 熵值

基体开裂

1 0.421 9 0.264 3 0.203 8 0.072 5

2 0.402 7 0.234 1 0.235 8 0.097 2

3 0.413 4 0.264 5 0.226 1 0.072 6

分层

1 0.381 4 0.353 6 0.136 9 0.087 0

2 0.371 2 0.370 1 0.169 2 0.075 7

3 0.382 3 0.365 3 0.130 5 0.082 1

裂纹扩展

1 0.189 7 0.361 9 0.204 1 0.129 7

2 0.203 5 0.382 4 0.215 3 0.104 9

3 0.205 8 0.362 2 0.304 7 0.110 3

边缘破损

1 0.260 3 0.323 0 0.104 7 0.225 6

2 0.257 4 0.315 9 0.120 4 0.230 5

3 0.260 7 0.284 5 0.145 1 0.203 7
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图 3    不同缺陷 IMF 分量与原始信号方差贡献率
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SCG算法对网络进行训练，训练函数采用 trainscg，
性能函数采用 mse。

借助误差分析，初步确定网络的学习速率 0.001。
设定目标迭代次数为 1 000，之后随机选择 30组数

据作为训练样本对网络进行训练。神经网络训练误

差曲线如图 4所示。

可以看出经过 257次 BP神经网络训练，达到

设定目标误差 0.001。经上述训练后，BP神经网络

阈值和权值得到较好调整，之后选择 30组数据作为

测试样本。测试结果如表 3所示。

从表中可以看出，对于除分层之外的缺陷，多

层神经网络特有的泛化能力使得预测结果较好，平

均识别正确率都达到 90%。分层缺陷识别率过低

是分层声发射信号模拟较差，导致采集信号并非单

纯分层所致。为比较该方法优势，分别对小波能量

系数、EMD、VMD能量熵结合 BP神经网络进行比

较，试验结果如表 4所示。

可以看出采用多种分类器进行缺陷识别时，相

比其他分类器，采用 VMD结合 BP神经网络识别

效果较好，识别率超过 90%。因此，将变分模态分

解能量熵结合 BP神经网络方法用于叶片缺陷识别

是可行的。

4    结束语

通过 VMD对叶片声发射信号进行分解，方差贡

献率筛选包含叶片不同缺陷的主要有效 IMF分量，

并计算 IMF分量的能量熵，将其作为特征向量输入

到 BP神经网络进行缺陷模式识别得出如下结论：

1）将 VMD方法应用于叶片声发射信号分解，

进行方差贡献率筛选的有效分量能量熵向量能够反

映叶片缺陷的损伤特征。

2）通过构造能量熵向量结合 BP神经网络可以

对叶片的损伤类型进行有效识别。
3）通过比较不同分类器对叶片缺陷的识别

发现：对于叶片的不同缺陷，在所列举分类器中，
VMD能量熵结合 BP神经网络缺陷识别方法更具
优势。
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表 3    不同缺陷识别结果

损伤类型 测试样本数 误判数 正确率/%

基体开裂 30 3 90   

裂纹扩展 30 2 93.3

分层 30 7 76.7

边缘破损 30 3 90   

表 4    不同分类器缺陷识别率比较

分类器类别
叶片不同缺陷数

识别率
基体开裂 裂纹扩展 分层 边缘破损

小波系数与 BP 23 25 22 23 77.5%(93/120)

EMD与 BP 26 28 23 24 84.2%(101/120)

VMD与 BP 28 27 26 29 91.7%(110/120)
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图 4    神经网络训练误差曲线图

120 中国测试 2018 年 9 月



试件，提离增大的结果都是使线圈阻抗值趋于线圈

在空气中的值。

2）曲率半径的变化会改变涡流线圈阻抗值的

大小，不会改变提离变化的规律，在同样提离距离

下，曲率半径越小，对线圈阻抗的影响越大。

3）当被测试件的曲率半径与涡流检测线圈外

径的比值比较小时，此时由曲率变化带来的附加提

离误差不可忽略。

由以上结论可以看出，通过涡流电磁场的有限

元仿真分析，对于抑制曲率半径影响，提高管状基

体涂层厚度的高精度测量提供了有价值的参考，对

于涡流检测线圈的尺寸结构最优设计具有指导意义。
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