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针对卷积神经网络在高光谱图像特征提取和分类的过程中，存在空谱特征提取不充分以及网络层

数太多引起的参数量大、计算复杂的问题，提出快速 3D-CNN（3-Dimension convolutional neural networks）

结合深度可分离卷积(depthwise separable convolution，DSC)的轻量型卷积模型。该方法首先利用增量主成

分分析(incremental Principal component analysis，IPCA)对输入的数据进行降维预处理；其次将输入模型的

像素分割成小的重叠的三维小卷积块，在分割的小块上基于中心像素形成地面标签，利用三维核函数进行

卷积处理，形成连续的三维特征图，保留空谱特征。用 3D-CNN 同时提取空谱特征，然后在三维卷积中加

入深度可分离卷积对空间特征再次提取，丰富空谱特征的同时减少参数量，从而减少计算时间，分类精度

也有所提高。所提模型在 Indian Pines、Salinas Scene 和 University of Pavia 公开数据集上验证，并且同其它

经典的分类方法进行比较。实验结果表明，该方法不仅能大幅度节省可学习的参数，降低模型复杂度，而

且表现出较好的分类性能，其中总体精度(overall accuracy，OA)、平均分类精度(average accuracy，AA)和

Kappa 系数均可达 99%以上。 

: 高光谱图像分类；空谱特征提取；3D-CNN；深度可分离卷积；深度学习 
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Fast 3d-cnn combined with depth separable convolution for hyperspectral image classification  
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Abstract: Three dimensional convolutional neural network can extract spectral and spatial features at the same time, 

but due to the problem of spectral dimension and volume, the calculation is complex. In the process of feature ex-

traction and classification of hyperspectral image by convolution neural network, there are some problems, such as 

insufficient space spectrum feature extraction, too many network layers, large amount of parameters and complex 

calculation. A fast 3d-cnn combined with depth separable convolution is proposed the lightweight 3D convolution 

model of convolution (DSC) is used to classify hyperspectral images. Firstly, incremental principal component 

analysis is used Secondly, the pixels of the input model are divided into small overlapped three-dimensional small 

convolution blocks, on which the ground label is formed based on the center pixel, and the three-dimensional kernel 
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function is used for convolution processing to form a continuous three-dimensional feature map, while preserving 

the spatial spectrum features. 3d-cnn is used to extract spatial spectral features of pixels at the same time, and then 

depth separable convolution is added to 3D convolution to extract spatial features again, which enriches spatial 

spectral features and reduces the amount of parameters,so as to reduce the operation time  and improve the classi-

fication accuracy.The proposed model is validated on Indian pines, Salinas scene and University of Pavia public 

datasets, and compared with other classical classification methods. The experimental results show that this method 

can not only save learning parameters and reduce the complexity of the model, but also show good classification 

performance. The overall accuracy OA, average classification accuracy AA and kappa coefficient can reach more 

than 99%, and the confusion matrix also shows good classification performance. 

Key words: hyperspectral image (HSI) classification; spatial spectrum feature extraction; 3-Dimension convolu-

tional neural networks(3D-CNN); depth wise separable convolution; deep learning 

高光谱图随着高光谱遥感技术的发展，新的高

光谱传感器能够同时采集光谱特征和空间特征的

连续图像[1]。高光谱图像含有丰富的地物特征，包

括光谱特征和空间特征。因此，在农业、环境监测、

城市规划和军事侦察等领域有着广泛的应用[2]。因

为高光谱图像具有三维立体图像的属性，因此为了

更好的获得地物信息，可以充分利用空间和光谱的

联合特征迚行图像分类[3]。但是高光谱图像在描述

了丰富的地物细节信息的同时，也出现了数据之间

的高度相关，引起数据的大量冗余问题[4]，增加了

计算的复杂度。因此，减少光谱数据间的冗余量，

降低数据维度并且提取高光谱图像的空谱联合特

征成为高光谱图象分类中的首要任务[5-6]。 

深度学习算法的提出，让高光谱图像的分类方

法有了新的迚展。深度学习算法被研究者广泛运用

到高光谱图像的分类中，取得了良好的研究成果。

2014 年，将深度学习网络 SAE 运用到高光谱图像

的分类中，并提出了一种融合光谱特征和空间特征

的深度学习模型，得到了较高的分类精度[7]，相继

越来越多的深度学习模型被研究者应用。2015年，

将深度置信网络(deep belief network，DBN)模型引

入到高光谱图像分类中，同时结合了主成分分析的

方法(principle component analysis，PCA)对数据迚行

降维预处理。对特征迚行分层学习和采用逻辑回归

的方法对高光谱图像的空谱特征迚行提取，取得了

良好的分类效果[8]。2015年，第一次将卷积神经网

络(CNN)模型应用到高光谱图像分类中，但是建立

的 CNN 模型只能迚行光谱特征的提取[9]。2016 年

提出了一种基于 CNN 的深度特征提取方法，并建

立了一种基于三维卷积神经网络的深度有限元模

型，以提取高光谱遥感图像的空谱特征，获得较高

的分类精度[10]。2017年，提出了频谱空间残差网络

(SSRN)，SSRN 中的残差剩余块使用恒等映射来连

接其他的 3D卷积层，便于梯度的反向传播，同时提

取更深层次的光谱特征，缓解了其他深度学习模型

存在的精度下降现象[11]。2019年，通过自适应降维，

提出了一种用于频谱空间 HSIC 的半监督三维卷积

神经网络(CNN)来解决维数诅咒问题[12]。这些研究成

果表明基于深度学习的方法在高光谱图像分类方面

取得了一定的成果。但是基于深度模型的方法通常

存在过拟合的现象，这是因为在利用深度模型的方

法迚行训练的时候需要大量带标签的数据，但是高

光谱图像带标签的样本不足。因此，为了尽量避免

这样的问题，需要合适的卷积模型，既能充分发挥

卷积神经网络的巨大优势，又能减少可学习的参数，

从而缓解过拟合问题以及对于训练样本数据量的需

求。现有的卷积模型较复杂，网络的参数量大，带

来计算复杂的问题。需要有更加轻量型的卷积网络

来满足计算时间、效率以及内存的要求。 

为了解决上述问题，提出了一种新的快速

3D-CNN 结合深度可分离卷积的方法。该方法首先

将高光谱立方体图像分割成相同大小的重叠三维

小立方体。利用三维卷积核函数对这些小立方体迚
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行处理，生成多个连续波段的三维特征图，以保留

空间和光谱的联合信息，为特征提取过程提供丰富

的空谱信息。使用增量主成分分析(IPCA)对数据迚

行预处理，获得比较重要的波段信息。然后将预处

理的数据输入到 3D-CNN模型中，在三维卷积对空

谱特征同时提取后，加入深度可分离卷积对空间特

征再次进行提取以获得更加丰富的空间特征信息，

最后采用 Soft-max 分类器进行分类。相对于其他

2D/3D-CNN 模型，所提模型涉及的参数更少，同时

运算速率也相对较高，可以获得较高的分类精度。

本文的模型实验对比了几种典型的 HSIC 方法。最

后的实验和比较结果表明，本文所提模型方法性能

优于其他比较的方法。 

 

1  

1.1  

早期 CNN模型的建立是针对二维数据设计的，

可以对二维形状迚行很好的识别，在目标识别[13]、

图像分割[14]等方面有很好的应用效果，但是对三维

立体形状迚行识别分析时就有一定的局限性。研究

的高光谱图像不同于一般的二维图像，它是由空间

维和光谱维共同构成，形成三维的数据立方体。在

空间维也包含大量的信息，二维卷积神经网络

(2D-CNN)对高光谱图像的空间特征可以较好的提

取，但是不利于同时提取像元的光谱和空间特征
[15]。利用卷积神经网络对高光谱图像迚行分类时，

首先要对数据迚行降维、去噪等预处理操作，但是

降维操作可能会引起高光谱图像中细节信息的丢

失，对高光谱图像分类造成影响。 

针对二维卷积神经网络对三维高光谱数据的

信息利用不足的问题，可引入三维卷积神经网络对

高光谱图像的空谱特征同时提取。三维卷积神经网

络(3D-CNN)与二维卷积神经网络(2D-CNN)的网络

结构非常类似，两类结构都是由基本的卷积层和池

化层组成。关键的不同之处在于 3D-CNN结构采用

的是 3D 卷积核来对图像迚行卷积操作。如图 1 所

示 2D-CNN和 3D-CNN卷积操作的示例，N×N代

表卷积核大小，三维比二维多了 M代表的光谱维度

大小，L 为卷积层输出通道。3D-CNN 在空间维和

光谱维上同时迚行运算，从而同时提取图像的空谱

特征。不会单独的提取某一类特征引起特征提取不

足，导致分类结果不理想。 

 
Fig.1  The algorithm 2D-CNN and 3D-CNN 

图 1  2D-CNN和 3D-CNN算法 

 

其中，三维卷积神经网络的卷积核在长、宽和

通道三个方向上移动，计算神经网络第 i 层第 j 个

特征图在(x,y,z)处的点值 V 计算公式如(1)式所示： 
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（1） 

式(1)中：m 表示第 i-1 层中与当前特征图相连

的特征图；与表示卷积核的长度和宽度，表示卷积

核在光谱维度上的尺寸；W 代表与 i-1 层相连的第

m 个特征图的连接权值；b 表示第 i 层第 j 个特征图

的偏置，f 为激活函数。 

1.2  

深度可分离卷积[16]
(DSC)是普通二维卷积神经

网络的一种变换形式，可以替换普通二维卷积神经

网络[17]。核心思想就是将普通 N 个通道为 M 的卷

积拆分成 1个通道为 M的卷积，该卷积迚行单通道

滤波操作，区别于普通卷积滤波后通道相加和 N个

1×1×M的卷积。如图 2(a)所示，为普通的卷积神

经网络，由卷积层，批归一化操作和激活函数构成

的。图 2(b)所示为深度可分离卷积，它是由一个 3

×3卷积核大小的深度可分离的卷积层，批归一化，

激活函数和 1×1卷积核大小的卷积层，批归一化，

激活函数构成。即分为深度卷积(depthwise convo-

lution)和逐点卷积(pointwise convolution)两部分[18]。
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在对多个输入通道执行常规 2D 卷积中，卷积核的

通道数与输入的通道数一致。 

 
Fig.2 (a) The difference between ordinary convolution 

and (b) deep separable convolution 

图 2 (a)普通卷积和(b)深度可分离卷积的区别 

 

混合所有通道来产生最后的一个输出，深度卷

积将输入特征映射的每个通道分别卷积，捕获每个

通道的空间特征。逐点卷积集成所有提取的空间特

征并学习输入特征映射的信道相关信息，对获得的

特征图迚行类似于普通卷积的通道融合操作。可以

在损失精度不多的情况下降低参数量和计算量。 

2  

2.1  

通过上述分析，本文所提出模型的网络架构如

图 3 所示。其中包括一个输入层、三个三维卷积层、

两个深度可分离卷积层，分别进行深度卷积和逐点

卷积、全连接层包括一个 Flatten 平滑层、两个 Dense

层以及两个 Dropout 层，防止过拟合，卷积层均采用

ReLU 激活函数进行非线性映射。ReLU 激活函数比

传统的 Sigmoid 函数和 Tanh 函数收敛速度更快。

ReLU 激活函数的形式为： 

    ）（ 2             ,0max xxf   

最后通过 Soft-max 分类器进行高光谱图像特

征的分类。每个层的输入输出维度、参数大小如表

1 所示。 

 

模 型 中 3D-CNN 卷 积 核 大 小 为 ：

3D_conv_layer1 = 8×3×3×7×1，其中
1

1
K = 3, 

1

2
K = 3, 

1

3
K = 7。3D_conv_layer2 = 16×3×3×5×

8，其中，
2

1
K = 3, 

2

2
K = 3, 

2

3
K = 5。3D_conv_layer3 

= 32×3×3×3×16，其中，
3

1
K = 3, 

3

2
K =3, 

3

3
K = 3，

最后将三维的输出特征 reshape 成二维数据，提取

高光谱图像的空间特征，添加两个深度可分离卷积

层 Separable_conv2d_1_layer4 = 3 × 3 × 64 ，

Separable_conv2d_1_layer5 = 1×1×128。为了增加

空间光谱特征图的数量，在平化层之前部署了 3 个

三维卷积层，高光谱图像的空间信息确定空间维上

相邻像素间的空域特征，并且空域特征可以弥补谱

域特征的不足，应用空域特征增加光谱空间的特征，

提升高光谱图像的分类精确度。因此在三维卷积层

后增加两个深度可分离卷积层，在可以减少参数的

同时增加空间特征，提取更丰富的空谱特征，确保

模型能够在没有损失的情况下区分不同波段的空

间信息。提出的快速 3D-CNN 和 DSC 组合模型的

总参数(即可调权值)为 377408，比单独使用快速

3D-CNN 的参数少了约一半多。卷积的填充方式选

择零填充，不需要进行批处理归一化和数据增强。 
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Fig.3  The Network framework 

图 3  网络框架 

Table 1  Parameters of model on IP dataset with Win-

dow Size of 11×11 

表 1  模型在Window Size大小为 11x11的 IP数据集

上的参数 

Layer(type) Output Shape Parameter# 

input_1(Input Layer) (11,11,20,1) 0 

Conv3d_1(Conv3D) (9,9,14,8) 512 

Conv3d_2(Conv3D) (7,7,10,16) 5776 

Conv3d_3(Conv3D) (5,5,8,32) 13856 

Reshape_1(Reshape) (5,5,256) 0 

Separa-

ble_conv2d_1(separable) 

(3,3,64) 18752 

Separa-

ble_conv2d_1(separable

) 

(3,3,128) 8384 

Flatten_1(Flatten) (128) 0 

Dense_1(Dense) (256) 295168 

Dropout_1(Dropout) (256) 0 

Dense_2(Dense) (128) 32896 

Dropout_1(Dropout) (128) 0 

In total,377408 trainable parameters are required 

Train on 4304 sample,validate on 1845 samples 

 

2.2  IPCA降维与数据预处理 

高光谱图像的像素表现出高类间相似性、高类

内变异性，这样的问题对于任何分类模型都需要密

集的处理。为了克服上述问题，需要对数据进行预

处理操作。原始的 PCA 方法会把所有的数据一次性

的放入内存中，这在大数据集的情况下有可能会遇

到问题，因此提出使用增量主成分分析(IPCA)对数

据进行预处理。增量主成分分析能够避免直接计算

协方差矩阵,并且不需要一次性获得全部图像数据,

它采用增量的学习方式,使用每次新获得的图像数

据逐步对主元估计值进行迭代更新，训练集可以分

成一个个小批量，一次给 IPCA 算法输入一个。 

假设输入向量序列为 )(u
'

t =1，2，...，第 n 幅图

像输入时均值为  tu
n

nm
n

t



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这里      nmtutu 
'

，u(n)的第 i 个特征值

和特征向量的计算公式为      nxnAnx
iii

 ，其中

 nx
i

为第 n 输入时待求的第 i 个特征向量，
i

 为对

应的特征值。IPCA 算法为了加快迭代的速度，整

个迭代是对特征值和特征向量的乘积
ii

x 进行的。 

IPCA 减少了减少空谱带间的冗余，获得比较重

要的波段信息，同时保持空间维度的完整性。在图 3

中，IPCA 将光谱波段从 200 减小到 20，而空间维数

保持不变。同时三维立方体分割成小的重叠的三维

空间小立方块，传递给模型进行特征提取，并在这

些小立方体块上基于中心像素形成地面标签。 

2.3 3D  

图 4 为三维空间光谱特征学习框架。该部分由

三个三维卷积层、ReLU 激活函数组成，对高光谱

图像的光谱和空间特征同时提取。网络的输入数据

大小为 11×11×20，第一层卷积核的大小为 3×3

×8，经过两层三维卷积操作后，输出为 32 个 5×5

×8 大小的特征映射。在完成 3D 卷积操作后，再次

进行空间特征提取，利用 reshape 进行 3D 到 2D 变

形。为了学习后期二维空间的输出特征，将三维特

征重构为大小为 5×5 的 32 个二维特征图，只需要

研究二维空间特征，与三维卷积相比减少了网络参

数和操作成本。 

 

Fig.4  3D spectral-spatial feature learning 

图 4  3D光谱-空间特征学习 

 

图 5 为基于深度可分卷积的二维空间特征学

习。采用深度可分离卷积对输出的二维特征进行提

取，在不引入额外参数的情况下更好的提取空间特 

征。与传统的二维卷积不同的是，深度可分卷积在

保持信道独立的情况下进行空间卷积，然后进行深 

度卷积。通过特征重塑后，网络输入数据为 256 个

特征映射，大小为 5×5。SeparableConv2D 实现整个

深度分离卷积过程，即深度方向的空间卷积和输出

通道混合在一起的逐点卷积。第一步是深度卷积运

算，用 64 个 3×3 大小的卷积核对输入数据进行卷

积运算，得到了 64 个通道的特征图，每个卷积核只

对输入层的一个通道进行卷积。第二步是逐像素点
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卷积运算。用 128 个 1×1 大小的卷积核在这 64 个

特征图上进行卷积运算，将不同通道的信息进行融

合。经过 1×1 的卷积，显著地减小了尺寸深度。经

上层输出的 64 个通道，1×1 卷积将把这些通道嵌入

到单个通道中。1×1 卷积之后，添加 Batch Nor-

malization 批量正则化提高模型泛化能力，添加非线

性激活函数 ReLu，非线性允许网络学习更复杂的功

能。同时每个卷积核与输入图像进行卷积，得到一

个空间特征映射。深度可分卷积不仅减少了网络中

的参数量和计算量，而且提高了网络训练速度，降

低了 HSI 分类中过拟合的几率。使用填充来保证输

出特征映射的大小与输入的大小相同。 

 

Fig.5  DSC spatial feature learning 

图 5  DSC空间特征学习 

 

3  

3.1  

3.1.1  

Indian Pines(IP)是由 AVIRIS 传感器收集的印

第安纳州西北部印第安纳农林高光谱试验地的图

像，该图像由 145×145 个像素组成，其中 220 个

光谱带，范围为 0.2~0.4m，空间分辨率很好。将其

中 20个噪声波段移除，该数据集共 16类地物。 

Pavia University(PU)帕维亚大学数据集在意大

利北部的帕维亚收集使用反射光学系统成像光谱

仪(ROSIS)光学传感器。PU 数据集由 610×610 空

间和 103 个光谱波段组成，该数据集包含 9 类地物。 

Salinas(SA)数据集由机载可视红外成像光谱仪

(AVIRIS)对美国加利福尼亚州的 Salinas 山谷进行

成像，空间分辨率为 3.7m 其包含 512×217 个地物

像素和 224 个光谱通道，共有 200 个光谱通道可用

于分类，该数据集包含 16 类地物。图 6 所示是三

个数据集的伪彩色图。 

 
Fig. 6  Pseudo color maps of three datasets 

图 6  三个数据集的伪彩色图 

 

3.1.2  

在实验过程中经过不断的测试调整，将 batch 

size 设为 256，epoch 迭代次数设置为 50，采用 Adam

优化器对网络进行学习训练，初始学习率设置为

0.001(同时设置 decay=1e-06 每次参数更新后学习

率衰减)进行实验。采用 ReLu 函数作为激活函数，

以提高计算效率并加快函数收敛速度。分别随机选

取训练数据量为 60%，测试数据量为 40%的 IP、PU

和 SA 数据集进行实验。为了实验的公平，对不同

的数据集在输入体积的三维 patch 中提取了相同的

空间维度，例如 IP、SA 和 UP 的空间维度均为 11

×11×20。采用 OA、AA 和 Kappa(K)系数和混淆

矩阵来评价分类性能。其中 OA 是用来评价所有样

本的分类正确率，AA 是每一类分类的精度，Kappa

系数是一种常用来计算分类精度的方法，代表分类

与完全随机的分类产生错误减少的比例。混淆矩阵

是分别统计分类模型归错类，归对类的观测值个

数，然后把结果放在一个表里展示出来。 

3.1.3  

实验环境为 Intel(R) Xeon(R) Silver 4116 CPU 

@ 2.10GHz ,内存为 128GB 的 PC 机，具体程序由

Pycharm2019 编写，在  Windows10 系统下基于 

python3.7 的 Tensorflow2.0 框架实现。在所有的实

验中，初始测试集/训练集按 40%/60%的比例划分，

将训练样本(占总样本的 60%)再按 30%/70%的比例

划分为训练集和验证集。 

3.2  

3.2.1  

    维度变换是将现有数据降低到更小的维度，尽

量保证数据信息的完整性。一般情况下，降维会造
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成原始数据信息的损失，降维后的数据要尽可能的

保留原始数据的信息，本文利用增量主成分分析对

数据进行降维，通过给定需要原始数据信息的百分

比来确定选择前 75 个主成分，降到 20 维，但是如

果需要保留更多的原始数据的信息就会造成降维

后的维数仍然很多，导致分类效果不明显。表 2 基

于 IP 数据集进行实验分析，在其他的超参数均不

变化的情况下，将降维参数 numComponents 作为单

一变量，降维到不同大小的维度时对分类效果的影

响。从表中可以看到在降维到 20 的情况下，Kappa、

OA、AA 三个分类精度指标均最高，因此在保证其他

参数不变的情况下，本文利用 IPCA 将数据降维到

20 维是最适合的情况，同时在实验过程中发现 IPCA

对数据的预处理速度较快。 

Table 2  Classification accuracy of different dimen-

sionality reduction based on IP dataset 

表 2  基于 IP数据集的不同降维大小下的分类精度 

 

3.2.2  

在深度卷积神经网络中，输入图像的尺寸越

大，模型卷积参数的数量就越大，计算复杂度也会

越高。另外，如果输入图像的大小过小，网络接收

的可用字段也会过小，无法获得良好的分类结果。

表 3 表示不同空间邻域大小对所提模型性能的影

响。设置空间维度大小为 9×9×20，11×11×20，

13×13×20，17×17×20，23×23×20，25×25×

20，在三个数据集上分别通过实验得到不同窗口的

训练时间以及 Kappa、OA、AA 的分类精度，训练

时间高度依赖于网速和可用内存以及模型参数量。

对 OA、AA、K 的精度分析时，可以得出结论，随

着空间维度的逐渐增大，IP 数据集基本呈增长趋势，

PU 数据集在 23×23 大小的时候出现下降，但整体

还是在增长。SA 数据集的分类精度较稳定，当空间

输入大小达到 11×11 时，分类精度开始缓慢变化，

11×11 的窗口大小在精度和时间上对于 IP、PU、SA

三个数据集是足够的，而在 13×13、17×17、23×

23 和 25×25 的空间维度大小下几乎是相同的。通

过实验可以看到在空间维度不断增大的过程中，模

型的各精度指标会显著增加，但同时参数量增加，

计算时间增多。该方法主要是在快速 3D-CNN 模型

的基础上做的改进，为了比较的公平性，网络超参

数不变，维度大小也选取 11×11×20 的情况。通过

比较可以看到模型参数量减少，同时各个分类指标

的精度也相对较高，训练时间减少。 

Table 3  Impact of spatial window size on our proposed model in three datasets 

表 3  三个数据集上空间维度大小对模型性能的影响 

 
 

3.2.3  

实验通过训练和验证损失率以及准确率来分析
网络模型的稳定性以及拟合度。主要在 IP 数据集上
进行实验验证。图 7 的曲线表示 IP 数据集在窗口大
小为 9×9 的情况下的训练和验证集损失率和准确

率分类效果，和 11×11 大小下的曲线图相比较，
模型的拟合度不高。文中主要针对 11×11 大小的
情况进行训练。图 8 的曲线可以看到，从左边 a 图
可以看到模型在 epochs 达到 15 左右的时候就开始
收敛，训练集和验证集的损失率已经接近于 0。右
边 b 图 epochs 达到 15 左右时也开始收敛，训练集
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和验证集达到将近 100%的准确率。从两个图中可以
看出训练集和验证集的曲线基本吻合，不存在较大
的震荡现象，模型的拟合度相当高。通过实验可以

看到所提模型相对稳定，收敛速度非常快，分类精
确度较高。 

 

Fig.7  Loss rate (a) and accuracy rate (b) of space size 9×9 

图 7  空间大小为 9×9的损失率(a)和准确率(b) 

 

Fig.8  Loss rate (a) and accuracy rate (b) of space size 11×11 

图 8   空间大小为 11×11的损失率(a)和准确率(b) 

 

3.2.4  

通过比较实验来测试深度可分卷积的影响。在

三维卷积层加入深度可分离卷积，形成比较模型，

与快速 3D-CNN 的模型进行对比[19]。其他参数设置

与 Fast-3D-CNN 一致。IP、PU 和 SA 数据集的初始

测试集/训练集按 40%/60%的比例划分，将训练样本

(占总样本的 60%)再按 30%/70%的比例划分为训练

集和验证集。对不同的数据集提取相同的空间维数

11×11×20。图 9-11 表示所提模型和 Fast-3D-CNN

模型的分类图对比。从图中可以看出在其他条件都

相同的情况下，加入深度可分离卷积的 3D-CNN 的

分类效果更好。可以看到 Fast-3D-CNN 方法最终的

分类结果图中含有大量的斑点，并且存在小区域内

错分的情况。而本文方法的分类结果图则含有非常

少量的斑点，且在同质的小区域内相对平滑，并且

好几类地物几乎完全正确分类。由此可见，该方法

具有较好的分类效果。 
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Fig.9  Comparison of classification graphs of two models on IP dataset 

图 9  在 IP数据集上两个模型的分类图对比 

 
Fig.10  Comparison of classification graphs of two models on PU dataset 

图 10  在 PU数据集上两个模型的分类图对比 

 
Fig.11  Comparison of classification graphs of two models on SA dataset 

图 11  在 SA数据集上两个模型的分类图对比 

 

3.2.5  

为了验证所提网络模型方法的正确性和有效

性，最后将所提卷积网络的方法和传统的卷积模型

进行对比，2D-CNN
[20]、3D-CNN

[21]、Multi-scale-3D- 

CNN
[22]、和 Hybrid SN

[23]方法进行对比。为了保证

实验的公平性，将所有对比网络中的超参数都设置

相同，例如将输入数据降维到 20 维，空间维度大

小设置为 11×11×20，epoch 周期为 50，batch size

为 256。同前面实验一样，分别从 Indian Pines、

Salinas scene 和 Pavia University 三个数据集上随机

选取 60%训练数据，40%测试数据进行验证，并且

重复实验 5 次，最后取这 5 次的平均值。表 4 为不

同方法下的实验结果。从表中可以看出，提出的方

法与其他方法中分类性能最好的方法 Hybrid SN 相

比较，对于 Indian Pines 数据集，其 OA 高出 1.86%，

AA 高出 2.11%，Kappa 系数高出 2.34。对于 Salinas 

scene 数据集，其 OA 高出 1.89%，AA 高出 1.16%，

Kappa 系数高出 2.09。对于 Pavia University 数据集，

其 OA 高出 1.53%，AA 高出 1.9%，Kappa 系数高

出 2.02。可以看出在快速 3D-CNN 的基础上结合深
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度可离卷积具有较好的分类效果。图 12 表示 PU 数

据集的混淆矩阵，可以看到 PU 数据集中大部分地

物的分类精度达到 100%，如 Asphalt，Meadows 和

Painted metal sheets 等，只有个别地物被错分，如将

0.1%的 Gravel 错分为 Self-Blocking Bricks,表现出

较明显的分类效果。图 13 表示不同方法下高光谱

图像分类图的效果，从效果图可以看到所提方法的

优势。由此可见，所提及的方法，结合深度可分卷

积的快速 3D-CNN模型对高光谱图像的分类具有较

好的分类效果。可以看到错分的类很少，在混淆矩

阵中表现明显。 

Table 4  Comparison of experimental performance under different methods 

表 4  不同方法下的实验性能对比表 

 
 

 
Fig.12  Confusion matrix on PU dataset 

图 12  在 PU数据集上的混淆矩阵 
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Fig.13  classification effect of different methods on three datasets 

图 13  不同方法在在三个数据集上的分类效果图 

4  3D-2D CNN 光谱-空间注意力的高光谱图像分类方法首先利用小批量 K均值和主成分分析对高光谱图像迚行组合降维，然后将降维后的数据输入联合 3D-2D 卷积神经网络，不仅迚行充分的空间-光谱特征提取，还加强了空间特征。最后利用光谱-空间注意力 

本文提出的快速 3D-CNN结合深度可分离卷积

的高光谱图像分类方法，首先利用 IPCA对高光谱 

原始图像迚行降维预处理，降低冗余频谱，减少了

图像波段的数量同时保持空间维度的完整性；利用

三维卷积神经网络同时提取光谱和空间特征，然后

引入深度可分离卷积，设计了新的卷积层 DSC层。

该层充分发挥了深度可分离卷积对空间特征提取

的优势，能大幅度节省可学习的参数；最后基于两

种卷积方式设计了快速 3D-CNN和深度可分离卷积

结合的网络框架。实验表明，该方法不仅在有限的

标签样本下表现出了较好的分类性能，而且同基于

标准卷积层的模型相比，大大降低了模型复杂度，

减少可学习参数的同时节省了内存空间。 

将提出的模型方法和其他传统的卷积神经网

络的方法相比较，分类的性能较好，但是本文中还

存在许多不足之处。例如如何设计更加完善的深度 

卷积网络模型，解决网络梯度下滑的问题，这将成 

为下一步的研究重点。 
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